# 8ª e 9ª aulas

# Objetivos: Apresentar os princ¡pios b sicos de modelagem num‚rica em Biologia.

# Definição do modelo linear

peso <- c(55, 66, 65, 90, 75, 60, 80, 55, 80, 74)
altura <- c(1.60, 1.75, 1.63, 1.89, 1.70, 1.68, 1.80, 1.55, 1.78, 1.75)

Y<-peso; Y # Renomeia o vetor peso

X<-cbind(constante=1,altura); X # Cria matriz X, com uma coluna de uns (constante)

solve(t(X)%*%X)%*%(t(X)%*%Y) # Estima os parâmetros

alunos.lm <- lm(peso~altura) # Confere o cálculo usando a função lm()
coef(alunos.lm)

# *** VOLTAR AO PPT ***

# ***********************
# *** Como fazer no R ***
# ***********************

# *** Exemplo com o Peso e Altura dos alunos ***

lm(peso~altura) # A variável Y é peso e a X é a altura

alunos.lm <- lm(peso~altura) # cria um objeto lm

alunos.lm$coef # Extrai os coeficientes
coef(alunos.lm) # Usando a função coef()

plot(altura, peso) # Note que altura é a variável X
abline(-111.1, 105.8)

alunos.lm$fitted # Valores ajustados pelo modelo
alunos.lm$fit # abreviação
fitted(alunos.lm) # Usando a função fitted()

alunos.lm$resid # Resíduo do modelo
residuals(alunos.lm) # Usando a função residuals()

# A soma dos resíduos é zero
sum(alunos.lm$resid)
mean(alunos.lm$resid)

summary(alunos.lm) # Explora o objeto lm


# *** Exemplos com Vespas ***

# Note que aqui eu não quis criar um objeto lm
# Vou trabalhar diretamente com a linha de comando do lm()

summary(lm(Vespas~Sementes, data=vespas))
summary(lm(Vespas~Flores, data=vespas))
summary(lm(Sementes~Flores, data=vespas))

summary(lm(Vespas~Sementes + Flores, data=vespas)) # Modelo múltiplo

# Carrege a matriz “vespas.completo”, usando a função read.delim2();

vespas.completo <- read.delim2("vespas.completo.txt")

names(vespas.completo)
dim(vespas.completo)
summary(vespas.completo)

boxplot(Polinizador~Especie, data=vespas.completo)

# Ajustando um modelo múltiplo apenas para a espécie A

summary(lm(Polinizador~NP1+NP2+NP3, data=vespas.completo, subset=Especie=="A"))

# Repita para cada espécie

summary(lm(Polinizador~NP1+NP2+NP3, data=vespas.completo, subset=Especie=="B"))

summary(lm(Polinizador~NP1+NP2+NP3, data=vespas.completo, subset=Especie=="C"))

# Inclua co-variáveis
summary(lm(Polinizador~NP1+NP2+NP3+Diametro+Sementes, data=vespas.completo, subset=Especie=="A"))

# Incluir variávies usando a função update()

vespas.lm1 <- lm(Polinizador~NP1+NP2+NP3, data=vespas.completo, subset=Especie=="A")
summary(vespas.lm1)

vespas.lm2 <- update(vespas.lm1, . ~ . + Diametro)
summary(vespas.lm2)

vespas.lm3 <- update(vespas.lm1, sqrt(. + 0.5) ~ . + Diametro)
summary(vespas.lm3)


# Faça um modelo com uma variável categórica
# *** Note que a variável espécie foi desmembrada em duas variáveis DUMMIES

summary(lm(Polinizador~Especie, data=vespas.completo))

# Vamos ver a matriz do modelo

edit(lm(Polinizador~Especie, data=vespas.completo, x=T)$x)

# Teste modelos com variáveis categóricas e contínuas (ANCOVA)

summary(lm(Polinizador~Especie+NP1+NP2+NP3+Sementes+Diametro, data=vespas.completo))


summary(lm(Polinizador~Especie+NP1+NP2+NP3+Sementes, data=vespas.completo))

# *** VOLTAR AO PPT ***

# ***************************************************
# *** Pressuposto da distribuição normal de erros ***
# ***************************************************

# Considere o data.frame “galhadores”

galhadores<-read.delim2("galhadores.txt")

summary(galhadores)
fix(galhadores)

# Ajuste o modelo linear Nº de galhas por folha ~ constante + Altura da folha

galhadores.lm<-lm(N.galhas~Altura.folha, data=galhadores); summary(galhadores.lm)

# Inicio da Análise diagnóstica

galhadores.lm$resid[1:10] # Resíduo do modelo

hist(galhadores.lm$resid) # Parece com uma distribuição normal?
qqnorm(galhadores.lm$resid); qqline(galhadores.lm$resid)

plot(galhadores.lm$fit, galhadores.lm$resid) # Plota os resíduos no Y e os valores ajustados no X
abline(0, 0)

# Faça um plot do modelo

plot(galhadores.lm) # note que a função plot() é genérica
			  # aqui ela "entendeu" que galhadores.lm é
			  # um objeto lm e desenhou gráficos diagnósticos do modelo

# Use a função eda.shape()

eda.shape(galhadores.lm$resid)

# Transforme o dado pela raiz quadrada de x + 0,5 (aplicada para dados de contagem)

galhadores.lm.transf<-lm(sqrt(N.galhas+0.5)~Altura.folha, data=galhadores); summary(galhadores.lm.transf)

summary(galhadores.lm)

plot(galhadores.lm.transf$fit, galhadores.lm.transf$resid) # Plota os resíduos no Y e os valores ajustados no X
abline(0, 0)

eda.shape(galhadores.lm.transf$resid)

# O que vc conclui?

###################################################################################################################
###################################################################################################################

# **********************************
# * Efeito de variáveis colineares *
# **********************************

# 1) Variáveis redundantes: Explicam a mesma parte da variação;
# 2) Numérico: matrizes com colunas linearmente dependentes não têm inversas (impossibilita o cálculo);
# 3) O erro padrão dos coeficientes são inflacionados.

# Testar o efeito de uma variável linearmente independente:
# Efeito de uma variável não correlacionada

aleat <- rnorm(100)
galhadores.aleat.lm<-lm(N.galhas ~ Altura.folha + aleat, data=galhadores)

summary(lm(N.galhas ~ Altura.folha + aleat, data=galhadores))

# A função anova() calcula tabelas de anova para um ou mais objetos lm
anova(lm(N.galhas ~ Altura.folha + aleat, data=galhadores))
anova(lm(N.galhas ~ aleat + Altura.folha, data=galhadores))

# *** Vamos ver o que acontece quando as variáveis são colineares ***

# 'Altura.folha/100' é a altura expressa em metros
summary(lm(N.galhas ~ Altura.folha + I(Altura.folha/100)), data=galhadores))


# Vamos fazer um exemplo mais realístico
# Vamos simular uma variável 'luminosidade' colinear à altura da folha

galhadores<-cbind(galhadores, Luminosidade=rnorm(100)*2+galhadores$Altura.folha)
pairs(galhadores[,2:4])

summary(lm(N.galhas ~ Altura.folha + Luminosidade, data=galhadores))

summary(lm(N.galhas ~ Altura.folha, data=galhadores))
# Compare os dois modelos acima

###
# Veja o incremento sequencial das variáveis e note que a ordem no modelo interfere no resultado

anova(lm(N.galhas ~ Altura.folha + Luminosidade, data=galhadores))
anova(lm(N.galhas ~ Luminosidade + Altura.folha, data=galhadores))

# Por que isso?

# *** VOLTAR AO PPT ***


# ***********************************
# *** Mais sobre Modelos lineares ***
# ***  Simplificação de modelos   ***
# ***********************************

# Por que simplificar os modelos?
# 1) Obter um modelo simples que melhor explique os dados;
# 2) Princípio da parcimônia.
#
# Critérios de exclusão:
# 1) Iniciar pelas interações mais complexas
# 2) Manter as variáveis não significativas incluídas em interações significantes

# Modelo mais simples: somente com a constante
# Significado: Variável Y é igual a sua média.

summary(lm(Polinizador ~ 1, data=vespas.completo)) # modelo somente com a constante

# Conferir a média e o erro padrão da variável "Polinizador":

mean(vespas.completo$Polinizador) # média de Polinizador

# Erro padrão de Polinizador = sd/sqrt(N)
sd(vespas.completo$Polinizador)/sqrt(length(vespas.completo$Polinizador))

# *** Simplificando... ***
# Importar o dafa frame 'vespas.completo'
# e ajustar o modelo cheio

vespas.completo<-read.delim2("vespas.completo.txt")
vespas.completo.lm<- lm(Polinizador~Especie+NP1+NP2+NP3+Diametro+Sementes, data=vespas.completo)
summary(vespas.completo.lm)

# *** Explorando um pouco a importância de cada variável ***

drop1(vespas.completo.lm) # Exclui uma variável por vez

add1(lm(Polinizador ~ 1, data=vespas.completo), scope = ~ Especie+NP1+NP2+NP3+Diametro+Sementes)

# add1 inclui uma variável por vez
# Inicia por um modelo mais simples (em nosso caso somente a constante) e
# inclui as variávies indicadas no 'scope'

# AIC (Akaike's Information Criterion) 
# AIC = -2*log-likelihood + k*npar,
# where npar represents the number of parameters in the fitted model, and k = 2
# Quanto menor o valor do AIC, melhor o ajuste
#
# *** Note que o valor do AIC aumenta com o número de variáveis no modelo
#
# Seleção de variáveis
summary(vespas.completo.lm)
summary(lm(Polinizador~Especie+NP1+NP2+NP3+Sementes, data=vespas.completo)) # Retira Diametro
summary(lm(Polinizador~Especie+NP2+NP3+Sementes, data=vespas.completo)) # Retira NP1
summary(lm(Polinizador~Especie+NP2+Sementes, data=vespas.completo)) # Retira NP3

# *** Vamos fazer um exemplo com interação
# Modelo com a interação de 3ª ordem

vespas.completo.int.lm1<-lm(Polinizador ~ Especie * NP2 * Sementes, data=vespas.completo)
summary(vespas.completo.int.lm1)

# A interação de 3ª ordem é significativa?
# Vamos comparar os modelos com a função anova()

# Ajuste um modelo com interações de 2ª ordem
vespas.completo.int.lm2<-lm(Polinizador ~ (Especie + NP2 + Sementes)^2, data=vespas.completo)
summary(vespas.completo.int.lm2)

anova(vespas.completo.int.lm2, vespas.completo.int.lm1) # Compara os modelos

# P > 0.05
# O modelo mais cheio não significativamente melhor que o modelo mais simples
# Pelo princípio da parcimônia, escolhemos o mais simples.

# Excluir a interação Especie:NP2
vespas.completo.int.lm3<-lm(Polinizador~Especie+NP2+Sementes+Especie:Sementes+NP2:Sementes, data=vespas.completo)
summary(vespas.completo.int.lm3)

# Excluir a interação NP2:Sementes
vespas.completo.int.lm4<-lm(Polinizador~Especie+NP2+Sementes+Especie:Sementes, data=vespas.completo)
summary(vespas.completo.int.lm4)

# Comparar modelos por anova
vespas.completo.int.lm5<-lm(Polinizador~Especie+NP2+Sementes, data=vespas.completo)
summary(vespas.completo.int.lm5)

anova(vespas.completo.int.lm5, vespas.completo.int.lm4)

# P << 0.05
# Modelo com a interação Especie:Sementes é significativamente melhor que o modelo simples
# Ficamos com o modelo mais completo: 'Polinizador ~ Especie + NP2 + Sementes + Especie:Sementes'

# Excluir a variável NP2, pois não está incluida em nenhuma interação

vespas.completo.int.lm6<-lm(Polinizador~Especie+Sementes+Especie:Sementes, data=vespas.completo)
summary(vespas.completo.int.lm6)

#
# FIM



